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1 INTRODUCAO

Quase metade dos idosos com 80 anos ou mais sofrem quedas, e isso tem sido uma
crescente na Ultima década. Esse aumento ndo se deve apenas ao maior acesso a saude publica,
mas também ao envelhecimento populacional, algo ja previsto pela teoria da transicdo
demografica, que impacta as politicas publicas em diversos paises.

Um estudo de caso realizado entre 2005 e 2010 evidenciou os altos custos associados a
esses eventos, com gastos superiores a milhdes de reais. Essa realidade destaca a necessidade
de prevenir e controlar quedas entre idosos.

Investimentos em pesquisa tém sido direcionados para o desenvolvimento de
dispositivos de deteccdo de quedas. Por exemplo, em 2017, o Google financiou uma pesquisa
da USP e da UFSCar para evitar quedas de idosos utilizando tecnologias avancadas. Em 2022,
um pesquisador da Universidade Federal do Rio Grande do Sul criou um dispositivo usando
essas mesmas tecnologias. Ambos 0s projetos, separados por cinco anos, demonstram a

relevancia e o continuo desenvolvimento nesta area.



2 OBJETIVO

Detectar quedas de pessoas e disparar um alarme sonoro, como também classificar

movimentos de sentar-se, andar e parar. Utilizando-se do Kit Tiny Machine Learning.



3 HARDWARE

O Hardware utilizado foi o Kit de desenvolvimento de TINYML, consistindo em um
Arduino nano 33 BLE Sense, um TINY Machine Learning Shield, um cabo USB tipo A e um
modulo de cdmera OV7675 que estava disponivel, porém ndo se faz necessario 0 uso para o
projeto. Sendo assim, utilizamos o acelerdmetro propriamente da placa Arduino nano 33 BLE
Sense para capturar os dados de movimentagéo.

Figura 1: Kit TINYML



4 SOFTWARE

O Software utilizado para a criagdo do modelo, captura de dados e treinamento, foi o
Edge Impulse com a implementacdo sendo feita via biblioteca Arduino atraveés do Software
Arduino IDE 2.3.2.

Para coletar os dados e integré-los ao Edge Impulse, foi necessario seguir as etapas de
instalagdo no proprio site da Edge Impulse, no qual solicita a instalagdo do Arduino CLI.

Vale salientar que para utilizar o Arduino IDE nesta aplicacdo também se fez necessario

instalar a biblioteca da placa (Arduino nano 33 BLE).



5 COLETA DE DADOS

Para o dataset foram coletadas 79 amostras de treinamento e 27 amostras de teste,
totalizando 75% de treinamento e 25% para teste. Assim dentro das 79 amostras de treinamento,
temos 19 para a classe andando, 16 para a classe parado, 28 para a classe queda e 16 para a
classe sentando-se. Ja para as 27 amostras de testes, temos 6 para andando, 6 para parado, 9
para queda e 6 para sentando-se.

Os dados foram coletados pelo sensor acelerdmetro do Arduino via Edge Impulse. Com

uma janela de 4000ms a uma frequéncia de 50Hz. Tendo as seguintes caracteristicas do sinal.

Raw data

Figura 2: Sinal acelerdmetro parado

Figura 3: Sinal acelerdmetro andando

Raw data

Figura 4: Sinal acelerdmetro sentando-se

Figura 5: Sinal acelerdmetro queda



6 PRE-PROCESSAMENTO

O pré-processamento utilizado em todos os modelos com objetivo de filtrar os dados do
acelerometro foi a analise espectral. As configuracdes utilizadas em cada modelo estdo
presentes nas imagens a seguir, visto que foram necessarios 3 modelos para se obter uma melhor

separacdo de dados e se aproximar do objetivo do projeto.

Parameters

Filter
Scale axes @

nput decimation ratio @ 1 ~

FFT length ®

Take log of spectrum? @

none

FFT

Overlap FFT frames? @

mprove low frequency

resolution? @

Figura 6: Pardmetros para o 1* modelo

Parameters

Filter

Scale axes @

3)

nput decimation ratio @ 1 ~
Type @ none ~
Analysis

Type @ FFT ~
FFT length @ 64

Take log of spectrum? @

Overlap FFT frames? ®

mprove low frequency
resolution? ®

Figura 7: Pardmetros para o 2% Modelo



Parameters

Filter

Scale axes @

Input decimation ratio @
Type @

Cut-off frequency @

Order @

Analysis

Type ®

FFT length @

Take log of spectrum? @

Qverlap FFT frames? @

Improve low frequency resolution? @

Figura 8: Parametros para o0 3% Modelo
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7 DESIGN DO MODELO

7.1 Primeiro Modelo

O primeiro modelo implementado tinha como objetivo analisar o comportamento inicial
do sistema. Os dados foram coletados com o préprio kit de desenvolvimento, sem muita atencéo
a qualidade das amostras. Nesta etapa também definimos os labels que seriam usadas em outros
modelos.

Todos os parametros utilizados foram o padrdo do Edge Impulse a fim de observar a
resposta sem nenhum tipo de ajuste. Isto resultou em uma certa confusdo de dados,
principalmente na confusdo dos estados “andando” e ”sentando”.

As imagens abaixo mostram os parametros usados no modelo:

Time series Spectral Classification
data Analysis

Output
features
Input axes (9) Name Name

gyrZ, magX, magy, magZ

4 (Andando, Parado,
Queda, Sentando)

Window size ®@ Input axes (3) Input features
® aceX E] Spectral features Save Impulse
1.000 ms.
Y
. : i Output features
Window increase ®@
accZ 4 (Andando, Parado,
® Queda, Sentando)
gyrX
Frequency (Hz) gyrY
Zero-pad data magX A e e
. 5
magY ' n
magZ '

[}
>
o
a
[+7]
o
Q
=
=
=]
aq
=5
o
n
=

Figura 9: Criagdo do impulso modelo 1
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Neural Network settings

Training settings
Number of training cycles @ 30

Use learned optimizer @

Learning rate @ 0.0005
Training processor @ CPU v
Advanced training settings -

Neural network architecture

Input layer (111 features)

Dense layer (20 neurons)

Dense layer (10 neurons)

Add an extra layer

Output layer (4 classes)

Figura 10: Rede neural modelo 1

7.2  Segundo Modelo

Pensando na fase de processamento de dados, surgiu o segundo modelo, nele alteramos
0s parametros da analise espectral para ver o0 comportamento, além de uma mudanca na janela
de captura dos dados.

O problema relacionado a janela de captura foi notado ao observarmos que alguns dados
adquiridos tinham uma duracdo maior do que a janela de captura, o que pode gerar confusdo,
entdo colocamos 2000ms de janela ( o dobro do modelo padrdo testado anteriormente).

A outra mudanca foi quanto a andlise espectral, aumentamos a quantidade de pontos da
FFT para 64 (o padréo ¢ 16).

As imagens abaixo mostram os parametros usados no modelo:



Output
features

Time series Spectral Classification
data Analysis

4 (Andando, Parado,
Queda, Sentando)

Input axes (9) Name Name

gyrZ, magX, magY, magZ

Add a learning block

Window size [©) Input axes (3) Input features
® accX (v] Spectral features Save Impulse
2.000 ms.
accy
. y Output features
Window increase ®@
accZ 4 (Andando, Parado,
® Queda, Sentando)
gyrX
Frequency (Hz) gyrY
Zero-pad data ® magX T
[ ] Y & . i
mag ! A
magZ 3
'
1
'

Figura 11: Criagdo do impulso modelo 2
Neural Network settings :
Training settings

Number of training cycles @ 30

Use learned optimizer

Learning rate @ 0.0005
Training processor CPU v
Advanced training settings -

Neural network architecture

Input layer (111 features)

I Dense Iayer (20 neurons) ]

I Dense Iayer(m neurons) ]

Output layer (4 classes)

Figura 12: Rede neural modelo 2
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7.3 Terceiro Modelo

O segundo modelo foi implementado e ele nos indicou que nosso dataset precisava de
refinamento, para se aproximar da movimentacdo cotidiana. No terceiro modelo alteramos
novamente os dados espectrais e melhoramos os dados do dataset.

Primeiramente, retiramos os dados inconsistentes e com menos de 4 segundos,
adicionando outros no lugar, fazendo assim uma base mais confiavel para montar o modelo.

Também aumentamos ainda mais a janela de dados, indo para 4000 ms.

Além disso, percebemos que o comprimento da analise espectral ndo foi um fator
decisivo com este conjunto de dados, mas um filtro passa-baixa de sexta ordem em 8 Hz foi
fundamental para melhorar a classificaco.

As imagens abaixo mostram os parametros usados no modelo

Spectral Analysis o Classification

Output features °

4 (andando, parado, quede, sertando)

(%) Specurai festures

Outpus features
4 (andando, parado, queda, sentando)

Figura 13: Criagdo do impulso modelo 3

Neural Network settings

Training settings

Number of training cycles & 40

Advanced waining settings
Neural network architecture

Input iayer (63 features)

Figura 14: Rede neural modelo 3
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8 RESULTADOS

8.1 Primeiro Modelo

Quanto a performance, o primeiro modelo performou de forma relativamente
satisfatoria ( 77% de acuracia ), no entanto, havia muita margem para melhoria, principalmente
na parte de processamento de dados e aquisicdo. Como queriamos observar o que poderiamos

melhorar, este modelo n&o foi implementado na placa de desenvolvimento.

77.7% 0,55

Confusion matrix (validation set

9.4% 0 68.8%

20% 0 20% 60%

Figura 15: Matriz de confusdo do modelo 1

8.2  Segundo Modelo

As mudancas realizadas no segundo modelo surtiram efeito positivo, apesar de ainda
existir confusao, este segundo modelo atingiu uma performance superior em relacdo ao anterior
( 87% de acuracia ), com isso resolvemos fazer a implementacdo de fato. Ao realizar este
primeiro teste, foi possivel perceber que a utilizacdo ndo se mostrou préatica, com o resultado

sendo incerto na maior parte do tempo.

87.2% 0,39

Confusion matrix (validation set)

Figura 16: Matriz de confusdo do modelo 2
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8.3 Terceiro Modelo

O terceiro modelo nos apresentou um resultado excelente ap6s o treinamento e
classificacdo ( 93% de acuracia ). Seu deploy apresentou o resultado que esperavamos, com a

Unica ressalva sendo a inferéncia feita em intervalos e ndo em tempo continuo.

Maodel Model version: &

Last training performance [validation s=)

ACCURACY Loss
93.8% 0,34

Confusion matrix (validation ==t

ANDANDO PARADD QUEDA SENTANDO
F1 SCORE 0.82 1.00 0.9 00

Figura 17: Matriz de confusdo do modelo 3
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9 DEPLOY

Para realizar a inferéncia no mundo real, foi utilizado a biblioteca que o Edge Impulse
gera automatico para deploy no Arduino Nano 33 BLE Sense, convertendo o projeto do Edge
Impulse em Arduino. Assim instalamos a biblioteca e obtemos o cddigo para realizar os testes.

Foi adicionado uma funcédo na qual a partir do resultado da classificacdo é tomado uma
acdo. Sendo assim para a classe “andando” escolheu-se acender o led verde, para a classe
“parado” escolheu-se acender o led azul e builtin, para a classe “queda” escolheu-se disparar
um alarme sonoro por meio de um buzzer externo, ligado ao pino D11 ¢ para a classe “sentando”
escolheu-se acender o led vermelho.

O resultado obtido do deploy é mostrado pelo Edge Impulse, como mostra a imagem a
sequir:

EON™ Compiler

2dME accuracy, 345 1855 RAM, 2/% 1855 RUN

Quantized (int8)

36K

Figura 18: Resultado do Deploy

Para inferéncia, a placa foi presa como um relégio, como mostrar a imagem a seguir:

Figura 19: Montagem da inferéncia
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Também foi possivel obter o resultado de cada inferéncia via terminal

Starting inferencing in 2 seconds...
Sampling. - -

Predictions (DSP: 113 mos., Classification: 0 ms., Anomaly:
andando: 0.83203
parado: 0.13672
gueda: 0.02344
sentando: 0.01172
Prediction: andando with probability 0.83

Figura 20: Usuario andando

Starting inferencing in 2 seconds...
Sampling. ..
Predictions (DSP: 113 m=., Classification: 0 ms., Anomaly: 0 ms.):
andando: 0.03906
parado: 0.00781
queda: 0.23828
sentando: 0.71484
Prediction: sentando with probability 0.71

Figura 21: Usuério sentando-se

Starting inferencing in 2 seconds...
Sampling. ..
Predictions (DSP: 113 m=s., Classification: 0 ms., Anomaly:
andando: 0.00000
parado: 0.98828
gueda: 0.01172
sentando: 0.00000
Prediction: parado with probability 0.99

Figura 22: Usuério parado

Starting inferencing in 2 seconds...
Sampling. ..
Predictions (DSP: 113 me., Classification: 0 ms., Anomaly:
andando:z 0.00781
parado: 0.01172
gueda: 0.94141
sentando: 0.03906

Prediction: gueda with probebility 0.94

Figura 23: Usuério caiu

Por fim, foi feito uma simulagdo da inferéncia, na qual se encontra no anexo 2 do
documento.
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SUGESTOES FUTURAS

Mais dados para compor o dataset, na qual resultaria em maior preciséo na classificacao;
Melhorar a qualidade do dataset, utilizar outros acelerdbmetros para entender como se
comporta o sinal ou realizar eventos de forma mais precisa, a fim de analisar
caracteristicas especificas de cada evento;

Classificacdo continua, dessa forma deve ser possivel captar os eventos independente
do tempo da janela de classificacao.

Substituir alarme por uma funcionalidade de maior impacto, no projeto foi utilizado um
Buzzer apenas para validagdo, porém pode se implementar uma ligagdo a alguém ou
envio das coordenadas.

Adicionar deteccdo de anomalias, vale levantar a possibilidade de apenas detectar a
queda do usuario, independente dos movimentos realizados e evitar a classificacdao de

parado, andando e sentando-se.
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11 CONCLUSAO

A crescente populagdo de idosos e os altos custos publicos relacionados a quedas neste
grupo populacional nos mostra a necessidade de uma solucdo para remediar os efeitos de tais
eventos. O projeto atingiu o objetivo de detectar quedas e emitir um sinal sonoro, com a
classificacdo de movimento utilizando o kit Arduino de TINYML. Com a coleta de dados, pre-
processamento e refinamento do modelo atingimos uma eficacia significativa em sua funcéo.
Esse desenvolvimento revela um potencial na area de TINYML e deteccdo de quedas, com

possibilidades de expansédo e aprimoramento do projeto.
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ANEXOS

. Cadigo: https://drive.google.com/file/d/1L-
NdfwyalOV3rS47JPt6asWv7SloQgXw/view

Inferéncia: https://drive.google.com/file/d/1McgvoFDAXB-4iBKco39dEhOkJK-
OtvLC/view?usp=drive_link

. Apresentagéo: https://www.youtube.com/watch?v=7BsHzaYMCd8
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